
  
 

 

 

Monitoreo de Condición de Herramientas Impulsado por IA en la 
Preparación Automatizada de Muestras de Acero 

Resumen 

 
La preparación confiable de superficies es esencial para lograr análisis OES precisos y reproducibles en muestras de 

acero. Esta Nota de Aplicación presenta una comparación entre un método convencional de evaluación de imágenes 

basado en algoritmos y un enfoque de segmentación basado en aprendizaje profundo (Deep Learning) para el 

monitoreo automatizado del desgaste de insertos de fresado en la fresadora HS-F 1000 equipada con PrepMaster 

Vision. Las investigaciones demuestran que el modelo de aprendizaje profundo ofrece una robustez y precisión 

significativamente superiores bajo condiciones industriales exigentes de captura de imágenes, como reflejos, 

variaciones de iluminación y geometrías complejas de los insertos. En comparación con los métodos convencionales de 

procesamiento de imágenes, el enfoque de aprendizaje profundo logró desviaciones considerablemente menores 

respecto a las mediciones de referencia realizadas mediante microscopía óptica, al mismo tiempo que simplificó la 

adaptación a diferentes tipos de insertos y condiciones operativas. 
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de desgaste • OES (Espectrometría de Emisión Óptica) 

 

 

Introducción 

El fresado automatizado de superficies es una etapa 

crítica en la preparación de muestras de acero para 

espectrometría de emisión óptica (OES). Un 

desempeño analítico confiable y una baja incertidumbre 

de medición dependen en gran medida de un proceso 

de fresado consistente y reproducible [1, 2, 3]. 

Una eliminación insuficiente de material puede provocar 

el análisis de capas superficiales no representativas o 

estructuralmente alteradas, mientras que un fresado 

excesivo incrementa innecesariamente el tiempo de 

ciclo, los costos de herramientas y el consumo de 

material.  

Para garantizar condiciones de fresado estables y 

reproducibles, HERZOG ha desarrollado el sistema 

integrado de monitoreo PrepMaster Vision (PM Vision) 

para la fresadora de acero HS-F 1000 (Figura 1). PM 

Vision combina adquisición de imágenes de alta 

resolución con métodos inteligentes de evaluación de 

imágenes para supervisar continuamente el estado de los 

insertos de fresado durante la operación. 

El sistema permite la detección y cuantificación automáticas 

del desgaste y los desconchados (chipping) en el filo de 

corte, además de iniciar automáticamente el cambio del 

inserto cuando se superan los límites de desgaste definidos. 

Esta Nota de Aplicación compara un enfoque convencional 

de evaluación de imágenes basado en algoritmos con un 

método de segmentación de imágenes basado en 

aprendizaje profundo para la detección de áreas dañadas en 

los filos de corte de los insertos. Se prestó especial atención 

a las condiciones de imagen desafiantes provocadas por 

reflejos, superficies brillantes, variaciones de iluminación y 

diferentes geometrías de insertos. 
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Métodos 

Las investigaciones se realizaron en una HS-F 1000 

equipada con un sistema de monitoreo de condición de 

herramientas (TCM) PM Vision totalmente integrado. 

Las pruebas de fresado se llevaron a cabo utilizando 

cabezales de fresado equipados con tres tipos 

diferentes de insertos redondos (Figura 2): 

• Tipo 1: Inserto positivo de carburo para aplicaciones 

generales en acero. 

• Tipo 2: Inserto de CBN para aplicaciones de 

mecanizado de materiales duros. 

• Tipo 3: Inserto redondo para el mecanizado de 

grados de acero más blandos. 
 

Los insertos fueron evaluados en diferentes etapas de 

desarrollo del desgaste durante la operación de 

fresado. Para cada condición del inserto, el área 

dañada del filo de corte se determinó mediante: 

• Un método convencional de evaluación de 

imágenes basado en algoritmos 

• Una segmentación de imágenes basada en el  
aprendizaje profundo 

• Medición de referencia mediante microscopía 

óptica 

La desviación entre la medición óptica de referencia y la 

evaluación basada en imágenes se utilizó como 

indicador de rendimiento para ambos enfoques. 

Evaluación Convencional de Imágenes 

El flujo de trabajo de evaluación de imágenes 

convencional se basaba en una secuencia de 

operaciones clásicas de procesamiento de imágenes, 

incluyendo la mejora del contraste, el análisis de 

gradientes, la detección de bordes, el umbral adaptativo 

y la evaluación de contornos. Tras la localización 

automática de la posición del inserto, se segmentaba y 

cuantificaba el área dañada del filo. 

Debido a las diferencias en la geometría, la textura de 

la superficie, los grabados y el comportamiento de 

reflexión, fue necesario desarrollar conjuntos de 

parámetros y rutinas de evaluación individuales para los 

diferentes tipos de insertos. Esto aumentó la 

sensibilidad del sistema a las condiciones cambiantes 

de la imagen y a las características específicas de cada 

inserto. 

Evaluación basada en el aprendizaje profundo 

Para este enfoque, PM Vision utiliza un flujo de trabajo 

de segmentación de múltiples etapas basado en 

arquitecturas de redes neuronales convolucionales 

(CNN), optimizadas específicamente para tareas de 

análisis de imágenes industriales. 

En un primer paso, el sistema localiza y segmenta 

automáticamente el inserto dentro de la imagen 

capturada. En un segundo paso, se identifican y 

segmentan a nivel de píxel las regiones del filo de corte 

dañadas. El modelo se entrenó utilizando imágenes de 

referencia anotadas que contenían áreas de daño 

etiquetadas manualmente. 
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Figura 1: Vista general del sistema PrepMaster Vision 

integrado en la HS-F 1000 para la monitorización de 

insertos 

Figura 2: Resumen de las diferentes plaquitas analizadas 

en esta nota de aplicación: Tipo 1 para aplicaciones 

generales en acero, tipo 2 para mecanizado de materiales 

duros, tipo 3 para calidades de acero blando. 



Para mejorar la robustez en condiciones de 

funcionamiento industrial, los datos de entrenamiento 

se aumentaron sistemáticamente utilizando variaciones 

geométricas y fotométricas, tales como rotación, 

simetría, adaptación del brillo, escalado y ruido de 

imagen controlado. Esto permite un rendimiento de 

detección estable incluso en condiciones de iluminación 

cambiantes, reflejos u orientaciones variables de las 

plaquitas. 

Las máscaras de segmentación resultantes permiten 

una cuantificación precisa y reproducible de las áreas 

dañadas directamente a partir de las imágenes de 

proceso adquiridas. 

 
Resultados 

La evaluación basada en aprendizaje profundo mostró 

una concordancia significativamente mayor con las 

mediciones de referencia obtenidas mediante 

microscopía óptica para todos los tipos de insertos 

analizados. La Figura 3 compara la desviación 

porcentual entre los métodos de evaluación basados en 

imágenes y las mediciones ópticas de referencia para 

los tres tipos de insertos estudiados. 

 

 

 

 
Los resultados demuestran claramente la superioridad 

del enfoque de aprendizaje profundo en términos de 

precisión y robustez frente a la evaluación convencional 

basada en algoritmos. Aunque ambos métodos 

mostraron desviaciones relativamente bajas para 

insertos con propiedades superficiales homogéneas, las 

diferencias se volvieron mucho más pronunciadas en 

insertos con características ópticas complejas. 

La mayor mejora se observó en el inserto Tipo 3, donde 

el algoritmo convencional alcanzó una desviación del 

18 %, mientras que el modelo de aprendizaje profundo 

logró una desviación de solo el 1 %. También se 

observaron mejoras significativas en los insertos Tipo 1 

y Tipo 2. El rendimiento superior del enfoque de 

aprendizaje profundo puede atribuirse a su mayor 

robustez frente a reflejos, grabados, superficies curvas 

y condiciones de iluminación variables. 

La comparación gráfica de la figura 3 muestra que la 

evaluación mediante aprendizaje profundo logró 

consistentemente menores desviaciones para todos los 

tipos de insertos, proporcionando una detección más 

estable y confiable de las áreas dañadas en 

condiciones industriales reales. 

Discusión 

Los resultados demuestran claramente las ventajas de 

la evaluación de imágenes basada en aprendizaje 

profundo para el monitoreo automatizado de insertos de 

fresado en sistemas industriales de preparación de 

muestras. 

En comparación con los algoritmos de procesamiento 

de imágenes convencionales, el enfoque de 

aprendizaje profundo ofrece una robustez 

significativamente mejorada frente a reflejos, superficies 

brillantes, iluminación cambiante y geometrías de 

insertos variables. Esta ventaja cobra especial 

importancia en el caso de insertos con superficies 

curvas, texturizadas o grabadas. 
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Figura 3: Desviación porcentual de los dos métodos de 

evaluación basados en imágenes con respecto al análisis 

microscópico 
Figura 4: Captura de pantalla del módulo PM Vision para 

el TCM de insertos de fresado integrado en el paquete de 

software PrepMaster Analytics 



Otra ventaja importante es la flexibilidad de la 

arquitectura del sistema. Los flujos de trabajo de 

procesamiento de imágenes convencionales suelen 

requerir una parametrización específica para cada 

plaquita y rutinas de evaluación dedicadas para cada 

tipo de plaquita. Por el contrario, el modelo de 

aprendizaje profundo puede generalizarse a múltiples 

geometrías de plaquitas y condiciones de superficie 

dentro de un único marco. Esto simplifica 

considerablemente la integración del sistema y la futura 

expansión a diseños de insertos adicionales. 

Además, los métodos de evaluación convencionales 

suelen basarse en múltiples pasos de procesamiento 

secuenciales. Los errores introducidos durante las 

primeras etapas, como el filtrado o el establecimiento 

de umbrales, pueden propagarse a lo largo de todo el 

flujo de trabajo y afectar negativamente al resultado 

final de la segmentación. El enfoque de aprendizaje 

profundo predice directamente la máscara de daños a 

partir de los datos de la imagen original, reduciendo así 

los errores de procesamiento acumulativos y mejorando 

la estabilidad general de la segmentación. 

La integración del modelo de aprendizaje profundo en 

PM Vision permite un monitoreo totalmente 

automatizado y optimizado de los insertos dentro del 

proceso de fresado. La detección automática de 

condiciones críticas de desgaste y el reemplazo 

autónomo de insertos garantizan una calidad de 

fresado estable sin intervención del operador. Como 

resultado, la confiabilidad analítica, la reproducibilidad y 

la autonomía del proceso en la preparación 

automatizada de muestras para OES pueden mejorarse 

significativamente. 
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